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МІНІМАКСНИЙ ПІДХІД В МАШИННОМУ НАВЧАННІ: СУЧАСНИЙ СТАН ТА 

ПЕРСПЕКТИВИ РОЗВИТКУ 

 
Марценюк В.П., Андрущак І.Є., Мілян Н.В. Мінімаксний підхід в машинному навчанні: сучасний стан та 

перспективи розвитку. В статті представлено з.начення машинного навчання у сучасному світі. Звернуто особливу увагу на 

використання алгоритмів машинного навчання в медицині, зокрема використання різноманітних моделей, починаючи від 
регресії, SVM, випадкових лісів для контрольованого навчання та PCA для неконтрольованого. Підкреслюються основні 
невизначеності та завдання машинного навчання, що виникають у основних медичних додатках (діагностика, лікування та 
профілактика). Математично описано проблеми машинного навчання в медичних дослідженнях. Оптимізація є важливою 
частиною машинного навчання. Основна увага приділена мінімаксному підходу у машинному навчанні. Розглянуто ряд 
мінімаксних підходів таких, як: Minimax Probability Machine (MPM), Generalized Hidden-Mapping Minimax Probability Machine 
(GHM-MPM), Minimum Error Minimax Probability Machine (MEMPM), парна мінімаксна ймовірність екстремального нахилу 
машини (TMPELM), машина подвійної мінімаксної ймовірності (TWMPM) та деякі інші. 

Ключові слова: машинне навчання, оптимізація, мінімаксний підхід, Minimax Probability Machine. 

 

Марценюк В.П., Андрущак И.Е., Милян Н.В. Минимаксных подход в машинном обучении: современное 
состояние и перспективы развития. В статье представлены значения машинного обучения в современном мире. Обращено 
особое внимание на использование алгоритмов машинного обучения в медицине, в частности использование различных 
моделей, начиная от регрессии, SVM, случайных лесов для контролируемого обучения и PCA для неконтролируемого. 
Подчеркиваются основные неопределенности и задачи машинного обучения, возникающие в основных медицинских 
приложениях (диагностика, лечение и профилактика). Математически описано проблемы машинного обучения в медицинских 
исследованиях. Оптимизация является важной частью машинного обучения. Основное внимание уделено подходу минмакс в 

машинном обучении. Рассмотрен ряд минимаксных подходов таких, как: Minimax Probability Machine (MPM), Generalized 
Hidden-Mapping Minimax Probability Machine (GHM-MPM), Minimum Error Minimax Probability Machine (MEMPM), парная 
минимаксная вероятность экстремального наклона машины (TMPELM), машина двойной минимаксной вероятности (TWMPM) 
и некоторые другие. 

Ключевые слова: машинное обучение, оптимизация, минимаксных подход, Minimax Probability Machine. 
 

Martsenyuk V.P., Andrushchak I.Ye., Milian N.V. Features of information technology distribution of radio waves by 
frequency bands. The article presents the importance of machine learning in the modern world. Particular attention is paid to the use of 

machine learning algorithms in medicine, in particular the use of various models, such as regression, SVM, random forests for  controlled 
learning and PCA for uncontrolled. The main uncertainties and tasks of machine learning that arise in the main medical applications 
(diagnosis, treatment and prevention) are emphasized. The problems of machine learning in medical research are described 
mathematically. Optimization is an important part of machine learning. The main attention is paid to the minimax approach in machine 
learning. A number of minimax approaches are considered, such as: Minimax Probability Machine (MPM), Generalized Hidden-Mapping 
Minimax Probability Machine (GHM-MPM), Minimum Error Minimax Probability Machine (MEMPM), pair minimax probability of 
extreme tilt machine (TMPELM), double minima machine probabilities (TWMPM) and some others. 

Keywords: machine learning, optimization, minimax approach, Minimax Probability Machine. 

 

Постановка проблеми. Разом зі стрімким накопиченням інформації швидкими темпами 

розвиваються і технології аналізу даних. Якщо ще кілька років тому, наприклад, було можливо лише 
сегментувати клієнтів на групи зі схожими перевагами, то тепер можливо будувати моделі для кожного 

клієнта в режимі реального часу, аналізуючи, наприклад, його переміщення по мережі Інтернет для 

пошуку конкретного товару. Інтереси споживача можуть бути проаналізовані, і відповідно до 
побудованої моделі виведена відповідна реклама або конкретні пропозиції. Модель також може 

налаштовуватися і перебудовуватися в режимі реального часу. 

Із зростанням обсягу даних відбувся швидкий розвиток машинного навчання (ML), який зробив 

багато теоретичних проривів та застосовується у різних галузях. Оптимізація є важливою частиною ML. 
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Суть більшості алгоритмів ML полягає у побудові моделі оптимізації та вивченні параметрів у цільовій 
функції з поданих даних. В епоху великих даних ефективність та дієвість алгоритмів чисельної 

оптимізації різко впливає на популяризацію та застосування моделей ML. З метою сприяння розвитку 

ML було висунуто низку ефективних методів оптимізації, які покращили продуктивність та ефективність 
методів ML. 

Аналіз останніх досліджень та публікацій. ML успішно застосовується в медицині і може 

вирішити широкий спектр проблем. В даний час за алгоритмами ML аналізуються не тільки дані 
об’єктивного обстеження та спостережень пацієнта, але й результати аналізів та обстежень на медичному 

обладнанні, таких як ЕКГ, ЕЕГ, КТ, МРТ та ін. Використовуються різноманітні моделі, починаючи від 

регресії, SVM, випадкових лісів для контрольованого навчання та PCA для неконтрольованого [2,17,18]. 

Поглиблене навчання дозволяє розробити розумну систему моніторингу охорони здоров’я [4], дозволяє 
використовувати носимі датчики та дані соціальних мереж [1],  підтримує обробку природних мов [3]. 

Застосування таких засобів підвищує ефективність лікаря, позбавляючи його від виконання ряду 

рутинних операцій. Однією із суттєвих проблем використання ML у медицині є підготовка правильних 
різноманітних медичних даних з різних джерел для навчальних алгоритмів, що враховують 

невизначеності. 

Невизначеність залишається важливим фактором, що впливає на процес прийняття рішень у всіх 
галузях; це суттєво впливає на точність, чутливість та специфіку застосовуваних алгоритмів. Багато 

застосувань машинного навчання (ML) залежать від хорошої оцінки невизначеності [5]: прогнозування 

[6]; прийняття рішень [7]; навчання з обмежених, зашумлених та відсутніх даних [8]; вивчення складних 

персоніфікованих моделей [9]; стиснення даних [10]; автоматичне наукове моделювання [11] та 
проектування експерименту [12]. 

Зокрема, підкреслюються основні невизначеності та завдання машинного навчання, що виникають 

у основних медичних додатках (діагностика, лікування та профілактика). Моделі, що описують хвороби 
та патологічні процеси, слід враховувати, щоб справлятися з невизначеностями [13]. Ось чому 

доводиться аналізувати різні типи завдань машинного навчання в медичних дослідженнях (як з 

вчителем, так і без вчителя) також з точки зору впливу невизначеності. 

Отже, більшість даних, які використовуються в ML для медичних досліджень, надходять з різних 
сенсорних пристроїв. На основі отриманих спостережень є прагнення зробити певні висновки або 

прийняти рішення, передбачити певні показники. Очевидно, що в одних і тих же спостереженнях 

потрібно приймати однакові рішення або передбачати однакові значення. З іншого боку, вони 
використовують різні типи вхідних даних з різних причин (наприклад, через зменшення розмірів даних). 

Крім того, для оцінки стану пацієнта можуть використовуватися різні діагностичні пристрої. Такі типи 

невизначеностей називаються алеаторними та пов’язані з невизначеностями даних. 
Слід зазначити, що вибір моделі машинного навчання також впливає на прийняті рішення та 

прогнозовані медичні показники. Це пов’язано з поняттями чутливості та специфічності, так само, як і 

при медичній диференціальній діагностиці, порівнюючи певні методи медичного дослідження. Такий 

тип невизначеності, пов'язаний із моделлю, відомий як епістемічний. Водночас ці два види 
невизначеності не повинні впливати на прийняті рішення чи прогнозовані значення. 

Виклад основного матеріалу дослідження. Математичний опис контрольованої проблеми 

машинного навчання в медичних дослідженнях було представлено в [17,18]. Тут формулюється це у 
випадку мінімаксу.  

Математично проблеми машинного навчання в медичних дослідженнях базуються на наступних 

даних. Є набір D , що містить N  кортежів 

 

 NiD X i
,1|                                     (1) 

 

З метою моделювання алеаторних невизначеностей розглянемо контрольовану ML щодо розподілу 

навчальних кортежів. У межах класу всіх підмножин D  визначимо  , розподіли класів навчальних та 
тестових наборів 

 

 ,,2,1,,|),(
,,,,,,

N

jtestjtrainjtestjtrainjtestjtrain
jDDD DDDDDD           (2) 
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Де D jtrain,
та D jtest,

– це всі можливі набори для навчання та тестування відповідно. На практиці 

стратегії передискретизації – це розподіл класів кортежів, які найкращим чином характеризують 

алеаторні невизначеності. Вводиться опис стратегії передискретизації   

 

 ,,|),(
,,,,,,

DDD DDDDDD ktestkktrainkjtestjtrainktestktrain
                (3) 

 

Як приклади стратегій передискретизації   можна розглянути 10,5,3 cvcvcv , що відповідають 

кратній перехресній валідації для різних k . 

Кожен i -й кортеж 
Tii

p

ii

i xxxX ),,...,,( 21   складається з вхідних даних 
Ti

p

ii xxx ),...,,( 21
 (їх також 

називають атрибутами) та вихідних даних 
i . 

Нехай вектор рядка  ),...,,( 21 N

jjjj xxxx  представляє значення j -го атрибута всіх N  кортежів. 

Вихідний атрибут ),...,,( 21 N  приймає всі вихідні дані. Атрибути pxx ,...,1  та   (залежно від 

завдання класифікації або регресії) можуть приймати як числові, так і категоріальні значення. 

Об’єкт. У найпростішому випадку проблемою контрольованого навчання є передбачити, 

використовуючи певний предиктор, значення вихідного атрибута 
1 N
 на основі значень атрибутів 

11

1 ,...,
 N

p

N
xx . Предиктор повинен максимізувати точність прогнозування вихідного атрибута, а саме 

ймовірність },...,{
11

1




N

p

Nj xxtoscorrespondP  для довільного 
1},...,1{ Nj . 

Далі, застосовуючи підхід minimax, вводиться h , розглянутий клас моделей ML ),( Xh , 

який можна навчити та налаштувати на дані DX   та оцінити з урахуванням деяких стратегій 

передискретизації  . 

Порівнюючи різні моделі ML, метою машинного навчання є мінімізація очікуваних втрат. Але 
також потрібно взяти до уваги стратегії передискретизації, за якими також повинні оцінювати функцію 

втрат. Таке формулювання проблеми ML розглядає два види невизначеності. А саме, невизначеність у 

передискретизації є алеаторичною, оскільки вона пов’язана з даними. У той же час невизначеність при 

виборі моделей є епістемічною. Математично мінімальна задача ML описується як пошук моделі h   

завдяки 

 

))],(,([maxminarg 


XhL
h




                                (4) 

 

Мінімаксний підхід (разом із максиміном та максимаксом) традиційно застосовується для проблем 

регресії [14,15]. У випадку ML один із узагальнених мінімаксних підходів відомий як Minimax Probability 

Machine (MPM) [24]. Можна стверджувати, що MPM є класичним результатом з вивчення надійності 
інтелектуальних моделей [24,25], який можна розглядати як типовий метод класифікації надійності 

навчання. Завданням оптимізації MPM є мінімізація верхньої межі ймовірності неправильної 

класифікації вивчення параметрів моделі. Верхню межу ймовірності неправильної класифікації можна 
використовувати як явний показник для оцінки надійності класифікаційних моделей. Версія MPM з 

параметричною редукцією була запропонована в [24,25] для нелінійних задач класифікації. Більше того, 

декілька вдосконалених алгоритмів MPM були представлені з різних точок зору [26, 27, 28,29]. У [27,28] 

вказувалося, що в деяких випадках слід розрізняти ймовірність неправильної класифікації двох класів, 
оскільки один клас може бути важливішим за інший. У [29] MPM було розширено для регресії. У роботі 

[26] MPM було введено для підготовки нечіткого класифікатора TSK до більш прозорої та зрозумілої 

моделі класифікації. На додаток до MPM, вивчення надійності інтелектуальних моделей розглядалося з 
інших точок зору. Наприклад, поняття “конфлікт” та “незнання” були введені для позначення надійності 

класифікаційних моделей у [30, 31]. 

Щоб зробити метод прийняття мінімального ймовірного методу доступним для навчання 
додаткових інтелектуальних моделей та реалізації вивчення надійності цих моделей, пропонується 
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узагальнена прихована мінімальна машина ймовірностей (Generalized Hidden-Mapping Minimax 
Probability Machine (GHM-MPM)).У роботі [20] верхня межа ймовірності неправильної класифікації 

MPM була використана як явний показник для характеристики надійності класифікаційної моделі.  

Рисунок 1 використовується для ілюстрації функції прийняття рішення. Вхідний вектор x  можна 

відобразити у прихований простір через  )(  і підставити в MPM. Якщо вихідний результат y дорівнює 

-1, тоді x  присвоюється негативному класу; в іншому випадку він віднесений до позитивного класу. Тут 

зовнішній )(  є запасною частиною, тоді як внутрішній MPM є фіксованим. Різниця лише у )( , а 

обробка в MPM однакова. 

 
Рисунок 1. Функція прийняття рішення Generalized Hidden-Mapping Minimax Probability Machine 

(GHM-MPM) 
 

Одним недоліком MPM є те, що він не включає термін регуляризації для побудови розділової 

гіперплощини. Регуляризація використовується для уникнення неправильно поставлених задач, а також 
для того, щоб добре підігнати навчальні зразки, одночасно знижуючи ризик перенавчання [32]. 

Наприклад, регуляризація Тихонова, або 
2l -норма, широко використовується в навчальних машинах; 

стратегія, популяризована методом Support Vector Machine (SVM) [32]. Ця стратегія досі є одним з 

найпопулярніших методів класифікації та широко використовується в таких сферах, як комп'ютерний зір 
[33,34], медична діагностика [35, 36] та бізнес-аналітика [37, 38]. Сакета Натх (Saketha Nath) і 

Бхаттачарія (Bhattacharyya) [39] запропонували регульовану альтернативу MPM, в якій 
2l -норма була 

мінімізована. Однак цей підхід використовує фіксовані значення для коефіцієнтів неправильної 

класифікації, а не оптимізує ці методи із завданням оптимізації. 

Іншим недоліком MPM є те, що він передбачає унікальне відкликання класів для обох класів. 
Іншими словами, передбачається, що обидва класи однаково важливі. Машина мінімальних помилок 

мінімальної ймовірності (Minimum Error Minimax Probability Machine, MEMPM) [40] - це відповідне 

розширення MPM, яке мінімізує опуклу комбінацію коефіцієнтів неправильної класифікації, 
збалансовуючи два класи на основі їх попередніх ймовірностей. 

Пропонується розглянути регуляризовані рецептури MPM та MEMPM, в яких 
2l  - норма весового 

вектора мінімізується разом із коефіцієнтами помилок. На відміну від моделі, запропонованої Saketha 

Nath та Bhattacharyya [39], ці показники є частиною проблеми оптимізації, що веде до нелінійних 
формулювань конусного програмування другого порядку (NSOCP). 

Незважаючи на те, що MPM демонструє чудові результати узагальнення, він зазвичай вирішується 

вирішенням великої задачі програмування конусів другого порядку (SOCP). Коли кількість зразків 

збільшується, це збільшить складність його обчислення, що значно обмежує його придатність. Тому, 
спираючись на MPM та TELM, пропонується парна мінімаксна ймовірність екстремального нахилу 

машини (TMPELM) для розпізнавання шаблонів. Подібно до TELM, TMPELM також шукає дві 

непаралельні розділяючі гіперплощини в просторі об'єктів TELM. Для кожного гіперплану TMPELM 
намагається максимізувати ймовірність правильного класу класифікації зразків, тобто мінімізувати 

найгірший випадок (максимальну) ймовірність неправильної класифікації класу зразків, тоді як відстань 

до іншого класу якомога більша. 
У роботі [23] [22] була запропонована машина подвійної мінімаксної ймовірності (TWMPM), яка 

поєднує в собі переваги як MPM, так і подвійної векторної машини підтримки. Ма та ін. вдосконалили 

цей підхід до MPM, який може безпосередньо оцінювати точність ймовірності, пов'язану з проблемами 

класифікації [19] та регресії [21], і таким чином робить модель ML більш прозорою. 
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У роботі [16] контрольована задача машинного навчання, що означає прогнозування   за 

допомогою X , функції втрат L  та набору розподілів ймовірностей ),( YXon , була викладена як 

мінімакс-проблема щодо L , коли максимізація за всіма можливими розподілами G  та мінімізація за 

правилами прийняття рішень  . 

 

))](,([maxminarg XL
P







               (5) 

де ][E - математичне сподівання. 

Проблема (5) була вирішена шляхом введення узагальнення принципу максімументропії.  
У роботі [41] розглянуто функціональний градієнтний підхід до імовірнісного мінімаксу активного 

навчання, де розглядається імовірнісний мінімакс активного навчання, зокрема нехай 

}1,1{),( R
d

yx  та  , X  - відповідні їм випадкові величини. Крім того, нехай )|( xXyYp   є 

умовною ймовірністю мітки y  наведеного прикладу x . Простим класифікатором, заснованим на цій 

умовній ймовірності, є: 

 














2

1
)|1(1

2

1
)|1(1

)(

xXYp

xXYp
xf                                   (6) 

 

Прикладами з найбільшою невизначеністю є такі, що )|1( xXYp   найближче до 
2

1
. Будь-які 

оцінки )|1( xXYp  , що дорівнюють 
2

1
, свідчать про те, що мітка точки є випадковою. Враховуючи 

налаштування активного навчання, де маркованих даних мало і є багато немаркованих даних, 

неоптимально вибирати точки, оцінка яких )|1( xXYp   наближається до 
2

1
. Бажано вибрати метод, 

заснований на обчисленні граничних значень для класифікації, а не просто поріг, що дорівнює 
2

1
 [42]. 

У прикладі   ],1[, nixi   найкращою міткою є )|(maxarg iiy

b

i xXypy
i

 відповідно до 

поточної оцінки умовної ймовірності; найгірша позначка – )|(maxarg iiyi xXypy
i


 щодо 

поточної оцінки. Наприклад, коли умовні ймовірності цих двох міток далекі одна від одної, правильною 

міткою, безумовно, є )|(maxarg iiy xXyp
i

 . В іншому випадку правильна мітка не визначена. 

Одним із способів знайти такий приклад є пошук такого з максимальною ймовірністю гіршого 

позначення, тобто 
 

)|(minmaxarg qqy
q

xXypq
q

                   (7) 

 

Однак ця модель не бере до уваги інші немарковані дані. Якщо припустити, що точність умовної 
оцінки ймовірності буде підвищена шляхом врахування немаркованих даних, інтуїтивно зрозумілою 

цільовою функцією ймовірнісного мінімаксного активного навчання (Probabilistic Minimax Active 

Learning, PMAL) є: 

)|(maxminmaxarg xypq
quq yyq 

                                (8) 

Де u  - набір немаркованих даних, ],...,[ 2,1 nxxxx   та ],...,[ 2,1 nyyyy  . 
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Під час підготовки класифікатора Теварі та Бартлетт (Tewari and Bartlett) [43] доводять, що 
розрідженість не виникає, якщо умовні ймовірності можна точно оцінити. Для набору втрачених функцій 

вони забезпечують точний компроміс між можливістю оцінки умовної ймовірності та розрідженістю 

рішення. У статті [44] продемонстровано, що проблема класифікації визначає унікальну умовну 
ймовірність, яку опукла мінімізація ризику знаходить для неї. Крім того, дослідження [42] емпірично 

показує, що ]|1[ xyp  не може бути оцінено Logit-Boost та AdaBoost, оскільки ці два методи 

перевантажують навчання ]|1[ xXYp  , навіть незважаючи на те, що обидва ефективні як 

класифікатори. У [45] зазначено, що всі емпіричні алгоритми мінімізації ризиків, такі як SVM та 

логістична регресія, мінімізують функцію відстані оцінки умовної ймовірності даного прикладу міток до 

її справжнього невідомого ]|[ xXyYp  . Оскільки багато з цих алгоритмів, таких як SVM, є 

універсальними [46], PMAL також вважається універсальним, тобто він вибирає приклад, який мінімізує 

ризик класифікатора будь-якого даного розподілу даних. 

AdaBoost був вперше представлений для підвищення точності набору простих правил великих 

вирівнювачів або слабких класифікаторів з метою отримання сильного класифікатора із задовільними 
властивостями узагальнення [47]. У багатьох проблемах навчання, порівняно легко знайти просте 

емпіричне правило з низькою точністю, дуже важко отримати класифікатор з високою точністю. 

Наприклад, якщо в документі є слово «футбол» як слабкий класифікатор, документ може стосуватися 
спорту. Грубо кажучи, в кожній ітерації AdaBoost знаходить слабкий класифікатор для неправильно 

класифікованих точок даних у навчальному наборі і додає цей слабкий класифікатор до зваженої суми 

раніше обраних слабких класифікаторів [47]. 
Цікаво, що AdaBoost можна трактувати по-різному. Кожне з цих уявлень про посилення забезпечує 

багате теоретичне розуміння навчальних проблем. Однією з них є перспектива функціонального 

градієнта Фрідмана [48], який пропонує більш загальне розуміння підсилення і може бути використаний 

для виведення його нових варіантів підсилення [49]. Дослідження Bühlmann та Yu [50] виявляє, що, хоча 
дисперсія або складність L2boosting для лінійних моделей зростає на кожній ітерації, величина 

збільшення дисперсії експоненційно зменшується у числах ітерацій. Це є причиною того, чому 

підсилювач стійкий до перенавчання. Хоча підсилення можна розглядати як підхід, заснований на 
секціях, такий як ансамбль або методи пакунків, він принципово відрізняється [51]. 

Мета авторів у роботі Mallapragada et al. [52] полягала у підвищенні точності будь-якого даного 

класифікатора, використовуючи немарковані дані. Для напівконтрольованої проблеми покращення вони 

пропонують алгоритм посилення, який називається SemiBoost [52]. SemiBoost використовує міру 
схожості між маркованими даними та немаркованими, щоб призначити псевдо мітку для будь-яких 

немаркованих даних. Присвоєння псевдоміток немаркованим даним було запропоновано в методах 

самонавчання, ASSEMBLE та Semisuperposed MarginBoost [52]. За таких підходів запас, як правило, 
покращується, але ніякої нової інформації класифікатор надавати не буде. Вибрані приклади для 

призначення псевдоміток насправді далекі від межі рішення. Перепідготовка з нещодавно присвоєними 

(псевдо) мітками підвищує рівень їхньої класифікації ще вище [52]. На відміну від них, автори у 
Mallapragada et al. [52] порівнюють приклади з маркованими та немаркованими даними та 

використовують подібність між прикладами, щоб призначити їм псевдо. 

Цікавим підходом до маркованих даних є вибір немаркованих даних, у мітках яких класифікатор є 

найбільш впевненим у собі, і присвоєння цих міток, які називаються псевдо мітками, до цих вибраних 
немаркованих даних [52]. Всебічне дослідження методів, заснованих на цьому підході, їх властивості та 

експериментальні результати відображено у Triguero et al. [53]. У цій перспективі PMAL зображується як 

метод, який розглядає псевдо мітки для немаркованих даних і вибирає найгіршу мітку для вибраного 
прикладу за цільовою функцією. 

Висновки. Із зростанням обсягу даних відбувся швидкий розвиток машинного навчання, який 

зробив багато теоретичних проривів та застосовується у різних галузях. Оптимізація є важливою 
частиною машинного навчання. Суть більшості алгоритмів машинного навчання полягає у побудові 

моделі оптимізації та вивченні параметрів у цільовій функції з поданих даних. В епоху великих даних 

ефективність та дієвість алгоритмів чисельної оптимізації різко впливає на популяризацію та 

застосування моделей машинного навчання. З метою сприяння розвитку машинного навчання було 
висунуто низку ефективних методів оптимізації, які покращили продуктивність та ефективність методів 

машинного навчання. 
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Основна увага приділена мінімаксному підходу у машинному навчанні, сильні та слабкі сторони 
різних методів. Розглянуто ряд мінімаксних підходів таких, як: Minimax Probability Machine (MPM), 

Generalized Hidden-Mapping Minimax Probability Machine (GHM-MPM), Minimum Error Minimax 

Probability Machine (MEMPM), парна мінімаксна ймовірність екстремального нахилу машини 
(TMPELM), машина подвійної мінімаксної ймовірності (TWMPM) та деякі інші. 
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